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Введение
Анализ временных рядов является быстро развивающейся областью,

в которой возникают разнообразные важные задачи, в частности, зада-
ча обнаружения разладки. Разладка (change point) — один из видов
аномалий во временных рядах, смена распределения данных с одного
на некоторое другое (пример приведён на рис. 1). Задача её обнаруже-
ния возникает в различных контекстах: анализ зашумлённых бенчмар-
ков [7], анализ поведения туристов [15], физические исследования [13]
и т.д. Существуют различные алгоритмы обнаружения разладки, ко-
торые классифицируются [3] по необходимости разметки данных, за-
держке при обнаружении разладки, степени зависимости от парамет-
ров и т.д. Алгоритмы имеют свои достоинства и недостатки, а также
границы применимости, и из них затруднительно выбрать какой-либо
наилучший, что показывают результаты исследований [17]. Для их ре-
ализации и исследования разрабатывается PYSATL-CPD. 1.

Рис. 1. Разладки в наборе данных 1972-75 DOW JONES RETURNS

Один из подходов к решению задачи обнаружения разладки — бай-
есовский, основанный на пошаговой оценке количества шагов, прошед-
ших с последней разладки, и последующем принятии решения о появ-
лении новой разладки. Идея была предложена в препринте [1] и, хотя

1https://github.com/PySATL/pysatl-cpd — дата обращения 23.05.2025

5 Дата сборки: 24 мая 2025 г.
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и не была доведена до конца, оказалась популярной2 и послужила ос-
новой для разнообразных модификаций [2, 8, 11] исходного алгоритма.
Во-первых, такой принцип работы потенциально способен обеспечивать
высокую точность. Во-вторых, математически метод позволяет сколь
угодно долго принимать новые значения и анализировать их на пред-
мет наличия разладки. При этом в исходной формулировке алгоритма
отсутствует явно выделенный критерий наличия разладки. Кроме того,
большая ответственность перекладывается на пользователя, который
должен подобрать подходящую предсказательную модель с точностью
до значения априорных параметров. Наконец, теоретически подходя-
щий для работы с постоянно поступающими новыми данными (онлайн-
задача обнаружения разладки) алгоритм на практике сталкивается с
линейным ростом затрачиваемых времени и памяти, что делает исполь-
зование на больших данных затруднительным.

В работе представлена адаптация алгоритма под онлайн-задачу. Да-
лее рассматриваются гауссовская, экспоненциальная и эвристическая
адаптивная предсказательные модели, позволяющие оценивать правдо-
подобие получаемых наблюдений. Особое внимание уделяется моделям
со свойством сопряжённости априорного/апостериорного распределе-
ний в силу их вычислительной простоты. При реализации были вы-
делены в качестве интерфейсов основные компоненты алгоритма, что
обеспечивает гибкую конфигурируемость. Наконец, проводится числен-
ное исследование предсказательных моделей, позволяющее получить
представление о поведении алгоритма на различных данных и при раз-
личной параметризации. На основе этого делаются выводы о допусти-
мых эвристиках (в том числе для борьбы с ростом сложности каждого
шага алгоритма). Также для подтверждения работоспособности алго-
ритма на реальных данных воспроизводятся результаты из исходной
работы [1].

2На 24.05.2025 более 1000 цитирований согласно GOOGLE SCHOLAR: https://tinyurl.com/
bocpd-citations
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1. Обзор байесовского подхода к обнаруже-
нию разладки и его реализаций

В данном разделе кратко излагаются результаты предыдущих ра-
бот [18, 19], посвящённых формулировке, реализации и исследованию
байесовского алгоритма обнаружения разладки. Рассматриваются су-
ществующие реализации и аналогичные инструменты. Также описыва-
ются возможности и особенности совместно разрабатываемого PYSATL-
CPD, перечисляются уже реализованные алгоритмы.

1.1. Задача обнаружения разладки
Разладка (change point) — один из видов аномалий во временных

рядах, точка смены одного распределения данных на другое (при этом
могут меняться параметры распределения или даже семейство). Задача
её обнаружения:

{yi}, i = 1, . . . , n

H0 : yi ∼ F0, i = 1, . . . , n

Ha : ∃τ : 1 ≤ τ < n, yi ∼

F1, i > τ,

F0 иначе.

Тогда τ — точка разладки.
Поскольку установить точное местоположение разладки зачастую

затруднительно, для задачи корректной локализации рассмотрим
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найденные разладки с отклонением не более k от размеченной:

{xi}, i = 1, . . . , n

H0 : xi ∼ F0, i = 1, . . . , n

H1 : 1 ≤ τ1 < n⇒ ∃τ ∈ [τ1 − k; τ1 + k], xi ∼

F1, i > τ

F0, иначе

τ1 — корректно распознанная с точностью k разладка.

Это статистическая постановка задач, позволяющая проводить ста-
тистическое исследование на синтетических данных. С алгоритмиче-
ской точки зрения, однако, стоит отметить несколько важных нюансов.
Во-первых, если говорить об онлайн-задаче, то в ней алгоритму никогда
не известны все данные, поскольку всегда продолжают поступать но-
вые наблюдения, в отличие от оффлайн-задачи, где известны сразу все
данные. Во-вторых, в данных возможно наличие множества разладок.
В оффлайн-задаче нужно по всему набору данных определить, сколь-
ко разладок было, и все их локализовать, а в онлайн-задаче требуется
как можно быстрее обнаружить новую разладку и, если она случилась,
локализовать её.

В прошлых семестрах [18] работа фокусировалась на статистиче-
ской постановке задачи и исследовании результатов на синтетических
данных. Однако для онлайн-задачи требовалось провести адаптацию
алгоритма, добавив в него дополнительные эвристики. Это, в частно-
сти, поспособствовало исследованию на реальных данных, где зачастую
было более одной разладки.

Задача обнаружения разладки встречается в различных областях:
анализ зашумлённых бенчмарков [7], анализ поведения туристов [15],
физика [13], финансы, робототехника и др. [3] При этом контекст её
возникновения можно условно разделить на две группы случаев:

• анализ накопленных данных с целью получения некоторой новой
информации (т.н. «data mining»);

• детектирование изменений состояния в процессе работы (напри-
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мер, анализ температуры и частоты работы процессора при бенч-
маркинге).

Также есть смысл рассматривать обнаружение разладки как две
различные задачи: определения её наличия (детектирование разладки)
и определение её местоположения (локализация разладки). В силу ста-
тистической природы задачи во втором случае может потребоваться
рассмотрение не точного соответствия, а некоторого допустимого от-
клонения от истинной точки при локализации.

Существуют различные подходы к решению задачи обнаружения
разладки, классифицируемые [3] по необходимости разметки данных,
задержке при обнаружении разладки, степени зависимости от парамет-
ров и т.д. В разных случаях лучшие результаты могут демонстрировать
разные алгоритмы [17]. Например, из существующих подходов можно
назвать графовый [10], классификационный [14], основанный на отно-
шении плотностей [6], основанный на определении подпространств [5],
ядерный [16], байесовский [1] и другие.

1.2. Байесовский подход к обнаружению разладки
В предыдущих работах были сформулированы различные варианты

задачи обнаружения разладки (определение её наличия, коррект-
ная локализация) и рассмотрены различные случаи её возникновения.
Также был предложен байесовский алгоритм обнаружения разладки на
выборке фиксированного размера, основной идеей которого является
оценка количества шагов с последней разладки (для чего использует-
ся термин «длина пробега»). Он является развитием предложенного в
статье [1] алгоритма. Сильной стороной алгоритма является его потен-
циально высокая точность, поскольку он нацелен на анализ не только
возникновения разладки, но и её конкретного местоположения.

В базовой версии алгоритма в качестве предсказательной моде-
ли было решено использовать гауссовскую функцию правдоподобия,
основанную на нормальном-обратном-гамма сопряжённом распределе-
нии. Преимущество использования сопряжённых априорных/апостери-
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орных распределений — возможность обновления параметров в явном
виде без таких вычислительно трудоёмких действий, как интегрирова-
ние и решение оптимизационных задач. Пороги детектора были оце-
нены для нормального распределения в ходе исследования и далее за-
фиксированы. В качестве априорной вероятности появления разладки
по прошествии времени была использована постоянная функция прав-
доподобия, соответствующая экспоненциальному случаю.

Предварительные исследования показали [18], что байесовский под-
ход позволяет обнаруживать разладку в ситуациях как перехода из нор-
мального состояния в другое (разлаженное), так и возвращения из раз-
лаженного состояния в нормальное. Такой режим использования алго-
ритма назовём штатным. Однако гауссовская предсказательная модель
может иногда обнаруживать разладку и в прочих случаях (нештатный
режим). Например, при переходе с бета-распределения на экспоненци-
альное. Но есть ситуации, в которых гауссовская предсказательная мо-
дель даёт нестабильные результаты (из экспоненциального в Вейбулл).
Поэтому подход требует расширения множества предсказа-
тельных моделей, при котором будут покрыты все основные
случаи.

Существующие реализации на PYTHON345678 байесовского алгоритма
являются, скорее, исследовательскими прототипами, поскольку они:

• не входят в состав более крупных и универсальных инструментов;

• не предоставляют (как и исходная статья, где был предложен алго-
ритм) явного критерия определения разладки, а лишь позволяют
вычислять вероятность этого;

• не используют преимущества алгоритма для онлайн-режима рабо-
ты и не решают сопутствующие проблемы роста на каждом шаге

3https://github.com/naspli/BOCD — дата обращения 22.05.2025
4https://github.com/hildensia/bayesian_changepoint_detection — дата обращения 22.05.2025
5https://github.com/dtolpin/bocd — дата обращения 22.05.2025
6https://github.com/gwgundersen/bocd — дата обращения 22.05.2025
7https://github.com/hannawallach/changepoint-detection — дата обращения 22.05.2025
8https://github.com/y-bar/bocd — дата обращения 22.05.2025
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требуемых времени и памяти;

• зачастую не имеют документации, unit-тестов, подходящей лицен-
зии и других важных для практического использования вещей.

Ещё одним популярным инструментом является RBEAST9, являющий-
ся PYTHON-обёрткой над реализацией на R. Он предоставляет широкую
функциональность для анализа, но не поддерживает работу в онлайн-
режиме. Также стоит отметить проект10, предоставляющий PYTHON-
обёртку над реализацией на RUST. Такое решение может иметь преиму-
щество по производительности, но, как минимум, в нём не предусмот-
рена возможность выбора не константной функции выживаемости, а
добавление новых предсказательных моделей требует расширения спис-
ков реализаций вместо имплементации интерфейса. Кроме того, оба
инструмента приводят к проблеме двух языков, что может затруднить
самостоятельное использование и расширение функциональности. Та-
ким образом, реализация предложенного алгоритма пока не
была доведена до стабильного инструмента, поэтому было
решено его разработать.

При этом стоит отметить, что сам по себе байесовский подход в том
числе для решения задачи обнаружения разладки активно использует-
ся в библиотеке PyMC11. Однако сам алгоритм там выбран другой, и
он требует априорного предположения о данных до и после разладки с
точностью до конкретных значений параметров.

Ключевая идея байесовского алгоритма получила развитие в раз-
личных его модификациях. В статьях [11] и [2] рассматриваются более
тяжеловесные, но менее зависимые от параметризации предсказатель-
ные модели. При этом классический алгоритм с гауссовской предсказа-
тельной моделью в целом показал себя в бенчмарке [17] лучше, чем эти
модификации. В работе [8] же предлагается эвристика для снижения
производительности ценой снижения точности вычислений, поскольку
хранятся вероятности для фиксированного числа длин пробега. Такой

9https://github.com/zhaokg/Rbeast — дата обращения 23.05.2025
10https://github.com/promised-ai/changepoint — дата обращения 23.05.2025
11https://github.com/pymc-devs/pymc — дата обращения 09.05.2025
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подход также затрудняет учёт отброшенных длин пробега внутри пред-
сказательной модели и функции выживаемости.

Таким образом, несмотря на сильные стороны классического алго-
ритма, нет широко используемых и проработанных его реализаций, тем
более в составе более крупных и универсальных инструментов. Также
в этих реализациях не уделяется должного внимания устранению недо-
статков байесовского подхода или пробелов в нём, таких как сильная
зависимость от исходных параметров, принятие решения о наличии раз-
ладки на основе полученных оценок и рост сложности по мере работы.
Для того, чтобы устранить эти изъяны, требуется исполь-
зование новых эвристик. Наконец, байесовский подход позволяет
оценить и промоделировать лишь гиперпараметры. Поскольку работа
алгоритма всё ещё зависит от выбора значений оставшихся параметров,
требуется настройка их значений по результатам числен-
ного исследования на синтетических данных.

1.3. PYSATL-CPD
Работа над реализацией и исследованием байесовского алгоритма ве-

дётся в рамках проекта PYSATL-CPD, предоставляющего фреймворк
для использования и исследования алгоритмов обнаружения разладки.
Фреймворк создаётся в связи с отсутствием инструментов, предостав-
ляющих достаточно широкий спектр алгоритмов, возможность их ис-
следования и расширяемость.

Было найдено исследование алгоритмов [17], имеющее исходный
код12. В нём рассматривается довольно много алгоритмов, однако эта
работа не является фреймворком и не имеет инженерной поддержки
добавления новых алгоритмов.

Среди крупных инструментов для обнаружения разладки стоит от-
метить RUPTURES13, ROERiCH14 и CLASPY15. Они предоставляют некото-

12https://www.turing.ac.uk/news/publications/evaluation-change-point-detection-algorithms—
дата обращения 09.05.2025

13https://github.com/deepcharles/ruptures — дата обращения 09.05.2025
14https://github.com/HSE-LAMBDA/roerich — дата обращения 09.05.2025
15https://github.com/ermshaua/claspy — дата обращения 09.05.2025
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рый набор алгоритмов, но среди них, например, нет байесовских. Так-
же они в целом не поддерживают работу в онлайн-режиме (то есть не
позволяют обрабатывать новые данные по мере их поступления сколь
угодно долго).

Данная работа посвящена байесовскому подходу, но помимо него
PYSATL-CPD также включает в себя другие алгоритмы:

• барьерные классификационные;

• основанные на отношении плотностей;

• графовые (построенные на дистанционных и kNN -графах).

В проекте используется линтер RUFF, аннотация типов проверяет-
ся с помощью MYPY, тестирование проводится с помощью PYTEST (с
расчётом покрытия тестами), в том числе всё вышеперечисленное ис-
пользуется в CI. Управление зависимостями осуществляется с помощью
POETRY.

Таким образом, несмотря на существование нескольких крупных ин-
струментов для обнаружения разладки, они все имеют существенные
недостатки. Также во всех из них не предоставляется рассматривае-
мый в данной работе алгоритм. Важным аспектом использования ал-
горитмов обнаружения разладки является возможность сравнить их и
оценить применимость в тех или иных условиях. Хотя для этого и прово-
дились исследования с прилагающимся кодом, гибкость такого подхода
оказывается ограниченной по сравнению с более автоматизированными
фреймворками. Всё это является аргументом в пользу развития проек-
та PYSATL-CPD.
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2. Постановка задачи
Целью работы является реализация онлайн-версии байесовского ал-

горитма, расширение списка предсказательных моделей (в том числе до-
бавление адаптивной версии), настройка параметров алгоритма и оцен-
ка его эффективности. Для её выполнения были поставлены следующие
задачи:

1. Адаптация алгоритма под задачу онлайн-обнаружения разладки.

2. Реализация онлайн-версии байесовского алгоритма и соответству-
ющей функциональности для интеграции в PySATL-CPD.

3. Добавление альтернативных предсказательных моделей: экспо-
ненциальной и адаптивной.

4. Настройка параметров и оценка эффективности онлайн-
алгоритма.
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3. Адаптация байесовского опдхода к обна-
ружению разладки к прикладному ис-
пользованию

В данном разделе описывается байесовский подход и используемые в
нём построения оценок. В частности, рассматриваются составляющие
его компоненты: функция выживаемости и предсказательная модель.
Общие принципы и константная функция выживаемости были взяты
из оригинальной работы [1]. В подразделе 3.1 приводится сформулиро-
ванное в ходе работы определение байесовского алгоритма обнаруже-
ния разладки. В подразделе 3.3 предлагается добавить в алгоритм этап
обучения предсказательной модели. Наконец, в подразделе 3.4 конце
описывается адаптация алгоритма к онлайн-задаче обнаружения раз-
ладки.

3.1. Рекуррентная оценка длины пробега
Ключевым понятием для байесовского подхода к обнаружению раз-

ладки является длина пробега — количество шагов с последней разлад-
ки. Возможность её рекуррентной оценки позволяет декомпозировать
алгоритм на непосредственно распределение длины пробега, предсказа-
тельную модель (в частном случае — функцию правдоподобия) и функ-
цию выживаемости. Представим вероятность длины пробега с учётом
прошлых данных как P (rt |x1:t) = P (rt,x1:t)/P (x1:t).

Совместную вероятность можно разложить в сумму вида

P (rt,x1:t) =
∑
rt−1

P (rt, rt−1,x1:t) =

=
∑
rt−1

P (rt, xt | rt−1,x1:t−1)P (rt−1,x1:t−1) =

=
∑
rt−1

P (rt | rt−1)P (xt | rt−1,x(r)
t )P (rt−1,x1:t−1).

Поскольку размер длины пробега ограничен текущим временем ра-
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Рис. 2. Байесовский алгоритм обнаружения разладки
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боты алгоритма, сумма вероятностей всегда будет вычисляться по ко-
нечному носителю. Это позволяет представить распределение длины
пробега как массив. В таком случае получаем более строгую формули-
ровку алгоритма (рис. 2), рассмотренную в прошлых работах [18].

3.2. Функция выживаемости
Функция выживаемости (hazard function) позволяет задать

априорную вероятность обнуления длины пробега (т.е. появления раз-
ладки) на каждом шаге:

H(τ) =
Pgap(g = τ)∑∞
t=τ Pgap(g = t)

, (1)

где Pgap(g) — дискретное априорное распределение на промежутке меж-
ду разладками.

Функция выживаемости задаётся отдельно и параметризует алго-
ритм. Это также подразумевает, что она имеет некоторый явный вид,
поэтому нет необходимости считать сумму ряда в знаменателе форму-
лы 1. Тогда условная априорная вероятность появления разладки:

P (rt | rt−1) =


H(rt−1+1) если rt = 0,

1−H(rt−1+1) если rt = rt−1 + 1,

0 иначе.

Как частный случай, если Pgap(g) — дискретное экспоненциальное,
то функция выживаемости — константа: H(τ) = 1/λ.

3.3. Предсказательная модель
Предсказательная модель (prediction model) оценивает прав-

доподобие принадлежности данных распределению с оценёнными па-
раметрами. Также, рассматривая её как плотность, мы можем оценить
вероятность наблюдения с учётом прошлых данных: P (xt | rt−1,x(r)

t ), где
x
(r)
t — вектор наблюдений для текущего пробега; назовём это предска-
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зательной вероятностью.
Хорошим частным случаем предсказательной модели является

функция правдоподобия с сопряжённым априорным/апосте-
риорным распределениями. Она позволяет обновлять параметры
в явном виде по выведенным формулам вместо таких вычислительно
трудоёмких действий, как интегрирование и решение оптимизационных
задач. Более того, количество таких операций растёт линейно с каж-
дым шагом, поэтому подобная оптимизация оказывается критически
важной.

Байесовский подход подразумевает наличие некоторых априорных
предположений о данных, с которыми работает алгоритм. Это может
создавать сложности в случаях, когда мы ожидаем от инструмента
большей автономности при работе и не хотим ограничивать себя па-
раметризацией слишком сильно. Как минимум, внутри зафиксирован-
ного класса распределений функции правдоподобия позволяют оцени-
вать по обучающей выборке априорные значения параметров. Несмотря
на то, что предсказательные модели способны корректировать своё со-
стояние, плохой выбор априорных гиперпараметров может привести к
большому количеству ложно положительных разладок. Для борьбы с
этой проблемой может быть в алгоритм может быть добавлен этап
обучения предсказательной модели, наступающий в начале его
работы и после каждой разладки. Случаи с неизвестным семейством
распределений оказываются уже более сложными и требуют специаль-
ных эвристик. Такие модификации алгоритма способны расширить его
применимость.

Стоит отметить, что функции правдоподобия со свойством сопря-
жённости существуют не для всех распределений и в целом покрывают
довольно малую часть возможных случаев. Поэтому важным является
исследование поведения алгоритма в случаях, для которых у нас нет
теоретических гарантий, поскольку он всё ещё может сохранять общую
работоспособность ценой некоторого падения качества результатов. Бо-
лее подробно предсказательные модели рассматриваются в разделе 4.

В оригинальной работе не приводилось детального описания пред-
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сказательных моделей, но указывалось, что стоит обратить внимание
на экспоненциальные-сопряжённые модели. В целом, для описанных в
разделе 4 гауссовской и предсказательной модели использовались из-
вестные формулы, однако важно учитывать специфику их использова-
ния: каждой длине пробега необходимо сопоставлять только соответ-
ствующие наблюдения и значения гиперпараметров. Для гауссовской
модели были найдены адаптированные под задачу формулы [4]. Эв-
ристика выбора предсказательной модели была предложена в рамках
представленной работы.

3.4. Адаптация алгоритма к онлайн-задаче
Как уже ранее упоминалось, онлайн-алгоритм должен позволять по-

шагово обрабатывать данные по мере их поступления, принимать реше-
ние о наличии разладки и поддерживать работу на больших временных
рядах. Для этого требуется адаптация предложенного в исходной ста-
тье [1] алгоритма.

В дополнение к уже описанной оценке вероятности появления раз-
ладки, необходимо также добавить этап принятия решения. Для этого
предлагается ввести детектор, отвечающий за определение наличия
разладки (например, порог на вероятность максимальной длины пробе-
га или на падение этой вероятности за шаг), и локализатор, отвеча-
ющий за определение местоположения разладки (например, наиболее
вероятная длина пробега за вычетом максимальной). Это существен-
но для онлайн-алгоритма, поскольку состояние алгоритма на будущих
шагах зависит от принятия решения о его изменении на текущем.

При обнаружении разладки удалять все предшествующие ей наблю-
дения и соответствующие вероятности, поскольку данные до и после
разладки по предположению независимы, а доступ алгоритм имеет
лишь к данным после начала моделирования длины пробега. Тогда в
данных с регулярными разладками не будет происходить неограничен-
ного роста времени и памяти, затрачиваемых на каждый шаг.

В случае длительного отсутствия в данных разладки предлагается
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введение эвристики, параллельно основному алгоритму запускающей
вспомогательный и обеспечивающее переключение между ними через
некоторое время (рис. 3). Важно заметить, что это ведёт к потере всей
информации до начала работы вспомогательного алгоритма, поэтому
возможно ухудшение результатов. Однако такая эвристика превраща-
ет алгоритм из квадратичного по памяти и времени в линейный на
достаточно больших входных данных. При этом на этапе подготовки
вспомогательного алгоритма возвращается всегда результат работы ос-
новного, поскольку он содержит в себе больше информации. В случае,
если была найдена разладка, обучение второго алгоритма прерывает-
ся, а отсчёт начинается заново (рис. 4). Возможны варианты с более
тонкой настройкой, завершающие обучение вспомогательного алгорит-
ма и переключающиеся на него. Это может сэкономить время за счёт
уже проведённого обучения, однако требует, чтобы второй алгоритм на-
чал работу не ранее разладки и ведёт к возможному пропуску данных
между разладкой и началом подготовки вспомогательного алгоритма.
Поэтому в текущем виде было решено оставить обработку разладки
основным алгоритмом по тому же принципу, что и в использующемся
байесовском алгоритме.
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Рис. 3. Общий принцип работы линейной эвристики

4. Предсказательные модели
Как уже ранее упоминалось, предсказательные модели позволяют

оценивать правдоподобие принадлежности наблюдения к распределе-
нию с оценёнными параметрами (при оценке в том числе используются
прошлые наблюдения). Поскольку количество разладок заранее не из-
вестно и происходить они могут между разнообразными распределени-
ями, в алгоритм требуется добавить этап обучения предсказатель-
ной модели для получения априорных значений гиперпараметров.

В данном разделе более подробно рассматриваются предсказатель-
ные модели, основанные на гауссовскиой и экспоненциальной функциях
правдоподобия с сопряжёнными априорными/апостериорными распре-
делениями. Приводятся формулы для исходной оценки априорных ги-
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Рис. 4. Обработка разладки линейной эвристикой

перпараментров на обучающей выборке, обновления априорных гипер-
параметров до апостериорных и вычисления предсказательной вероят-
ности для полученного наблюдения. В конце рассматривается, как на
основе этих моделей можно сделать наивную эвристику для адаптации
к различным данным.

4.1. Гауссовская предсказательная модель
При реализации базовой версии алгоритма первой появилась

гауссовская предсказательная модель, использующая сопряжённое
нормальное-обратное-гамма распределение [9].
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• Обучение гиперпараметров:

µ0 = x̄learn

k0 = n

α0 = n/2

β0 =
n∑

i=1

(xlearni − x̄learn)2

2

• Обновление гиперпараметров:

µt+1 =
ktµt + xobst

kt + 1

kt+1 = kt + 1

αt+1 = αt + 1/2

βt+1 = βt +
kt

kt + 1

(xobst − µt)
2

2

• Предсказательная вероятность:

P
(
xobst+1 | rt,x

(r)
t+1

)
= t2αt+1

(
xobst+1 |µt+1,

βt+1(kt+1 + 1)

kt+1αt+1

)

4.2. Экспоненциальная предсказательная модель
Поскольку гауссовская предсказательная модель показывала себя

хуже в случае экспоненциального распределения и распределения Вей-
булла для синтетических данных, было решено добавить другую пред-
сказательную модель. Вероятной причиной здесь была асимметрич-
ность распределения (причём его носитель существенно отличается от
нормального распределения) и то, что гауссовской предсказательной
моделью многие большие значения считывались как выбросы. Несмот-
ря на то, что распределение Вейбулла является более общим по отно-
шению к экспоненциальному, для его функции правдоподобия не су-
ществует [12] сопряжённого распределения, моделирующего сразу оба
параметра. Поэтому выбор был сделан в пользу экспоненциальной пред-
сказательной модели:

23



• Обучение гиперпараметров:

α0 = n;

β0 =
n∑

i=1

xlearni

• Обновление гиперпараметров:

αt+1 = αt + 1

βt+1 = βt + xobst

• Предсказательная вероятность:

P (xobst+1 | rt,x
(r)
t+1) = Lomax(xobst+1 | βt+1, αt+1)

4.3. Адаптивная предсказательная модель
Выбор фиксированной модели на этапе конфигурации алгоритма

является достаточно сильным ограничением. Во-первых, это требует
априорного предположения о распределении данных, что не всегда до-
ступно пользователю. Во-вторых, это ограничивает нас в том, какие рас-
пределения данных мы можем обрабатывать (например, случай смены
нескольких семейств распределений в данных с несколькими разладка-
ми). Однако свойство сопряжённости, которое желательно сохранять в
целях сокращения вычислительной трудоёмкости, накладывает суще-
ственные теоретические ограничения на пути к обобщению предсказа-
тельной модели. Поэтому при работе было принято решение сосредото-
читься на эвристиках, позволяющих выбирать из уже существующих
моделей наиболее подходящую.

Для выбора между моделями требуется способ их сравнения. Осу-
ществлять выбор можно на этапе обучения предсказательной модели в
добавок к уже проводящейся там оценке априорных гиперпараметров.
В качестве наивной эвристики предлагается на этапе обучения создать
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несколько моделей (как минимум, две), оценить для каждой из них
априорные значения гиперпараметров и с помощью уже известной для
каждой из моделей формулы предсказательной вероятности оценить
правдоподобие этих гиперпараметров на всё той же обучающей выбор-
ке, т.е. сравнить, какая из оценок оказалась лучше. Поскольку наблюде-
ния предполагаются независимыми и одинаково распределёнными, мы
можем оценить правдоподобие выборки как произведение правдоподо-
бий каждого из наблюдений. В блоке Алгоритм 1 приводится псевдокод
этой эвристической адаптивной модели.

Стоит учитывать, что при большом размере обучающей выборки
обе оценки правдоподобия могут пострадать от вычислительных оши-
бок, оказавшись слишком малыми числами. В ходе исследования на
выборках размеров 5, 10, 20 и 50 эта проблема не проявилась.

В данной работе приводится лишь наивная эвристика, поскольку
более аккуратный подбор предсказательной модели является отдель-
ной большой задачей. Для оптимального выбора модели в ней могут
использоваться критерии согласия, но стоит учитывать и возможные
сложности, возникающие при таком подходе. Например, даже если ни
одна из моделей не описывает распределение в точности, всё ещё необ-
ходимо выбрать из них наиболее подходящую. При этом дальнейшие
изменения в этой области не затрагивают структуру алгоритма, что
хорошо с инженерной точки зрения.
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Algorithm 1 Heuristic Adaptive Model
1: function LEARN(array[float] LearningSample)
2: GAUSSiANCONjUGATE.LEARN(LearningSample)
3: EXPONENTiALCONjUGATE.LEARN(LearningSample)
4:
5: GaussianPrior ← GAUSSiANCONjUGATE.PRiORPROBABiLiTY()
6: ExponentialPrior ← EXPONENTiALCONjUGATE.PRiORPROBABiLiTY()
7:
8: if GaussianPrior ≥ ExponentialPrior then
9: SelectedModel ← GAUSSiANCONjUGATE

10: else
11: SelectedModel ← EXPONENTiALCONjUGATE
12: end if
13: end function
14:
15: function UPDATE(float Observation)
16: return SelectedModel.UPDATE(Observation)
17: end function
18:
19: function PREDiCT(float Observation)
20: return SelectedModel.PREDiCT(Observation)
21: end function
22:
23: function CLEAR
24: SelectedModel ← NONE
25: end function
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5. Реализация и интеграция алгоритма с эв-
ристиками

В данном разделе описывается интеграция байесовского алгоритма
обнаружения разладки в PYSATL-CPD. Приводится описание внеш-
ней функциональности, предоставляющей интерфейс для использова-
ния алгоритма. Далее рассматривается реализация и интеграция пред-
сказательных моделей.

5.1. Реализация и интеграция онлайн-алгоритма
В прошлых семестрах был создан прототип байесовского алгорит-

ма для выборок фиксированного размера16. Также в проекте PYSATL-
CPD уже существовала функциональность для получения входных дан-
ных и запуска алгоритма на них. Чтобы интегрировать в него онлайн-
алгоритм, потребовалось создать новые интерфейсы и по возможности
унифицировать их с уже существующей функциональностью17:

1. Был добавлен интерфейс OnlineAlgorithm, имеющий методы для
детекции (по наблюдению из временного ряда возвращает, была
ли разладка) и для локализации (по наблюдению из временного
ряда возвращает в случае наличия разладки, когда она была).

2. Был создан класс OnlineCpdCore, который объединяет в себе
онлайн-алгоритм и объект, отвечающий за доступ к данным
(DataProvider), представляя алгоритм как итератор над данны-
ми, что соответствует его задуманному поведению.

3. Был создан класс OnlineCpdSolver, который инкапсулирует
в себе запуск алгоритма на выбранных данных и возвраще-
ния совокупного результата по завершении работы. В слу-
чае локализации данные возвращаются обёрнутыми в класс

16https://github.com/PySATL/pysatl-cpd/pull/15 — nick: alexdtat, дата обращения 24.05.2025
17https://github.com/PySATL/pysatl-cpd/pull/39 — nick: alexdtat, дата обращения 24.05.2025
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CpdLocalizationResults, предоставляющем некоторые возмож-
ности для базового анализа результатов (в том числе для разме-
ченных данных).

4. Был добавлен интерфейс ICpdSolver, описывающий общее поведе-
ние OnlineCpdSolver и уже существовавшего CpdSolver. Несмот-
ря на то, что разные классы алгоритмов имеют разное поведе-
ние, при рассмотрении итоговых результатов их работы на данных
фиксированного размера эта разница несущественна, а общий ин-
терфейс позволит в дальнейшем унифицировать анализ этих ре-
зультатов.

Рис. 5. Интеграция байесовского онлайн-алгоритма в PYSATL-CPD. Си-
ним выделены добавленная в её ходе функциональность, оранжевым —
существовавшая на момент реализации базового алгоритма.

Помимо этого была реализована18 эвристика переключения между
алгоритмами-объектами по прошествии некоторого количества шагов
без разладки в целях ограничения роста длины пробега. В коде она то-
же является классом, реализующим интерфейс OnlineAlgorithm. Внут-
ри неё используются 1–2 объекта BayesianOnline-алгоритма. Более по-
дробно эта эвристика описывалась ранее.

18https://github.com/PySATL/pysatl-cpd/pull/52 — nick: alexdtat, дата обращения 24.05.2025
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5.2. Предсказательные модели
Предсказательные модели реализуют интерфейс ILikelihood. Изна-

чально была реализована гауссовская предсказательная модель19, после
чего, по результатам исследований, было решено добавить экспоненци-
альную20. Благодаря наличию свойства сопряжённости у выбранных
функций правдоподобия данные модели выполняют достаточно про-
стые арифметические операции над параметрами вместо решения оп-
тимизационных задач и интегрирования, однако при необходимости в
этот интерфейс вписываются и более общие решения.

Поскольку адаптивная предсказательная модель21 использует опи-
санные выше предсказательные модели и требует оценки правдоподо-
бия по обучающей выборке для выбора более подходящей из них, был
создан дополнительный интерфейс ILikelihoodWithPriorProbability
с соответствующим методом. Уже существующим моделям было необ-
ходимо лишь добавить эту функциональность, для чего были созданы
их наследники, также реализующие этот новый интерфейс.

Рис. 6. Предсказательные модели. Зелёным выделена функциональ-
ность, входившая в базовый алгоритм, синим — добавленная при ре-
ализации онлайн-алгоритма.

19https://github.com/PySATL/pysatl-cpd/pull/27 — nick: alexdtat, дата обращения 24.05.2025
20https://github.com/PySATL/pysatl-cpd/pull/46 — nick: alexdtat, дата обращения 24.05.2025
21https://github.com/PySATL/pysatl-cpd/pull/48 — nick: alexdtat, дата обращения 24.05.2025
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6. Настройка гиперпараметров и численное
исследование онлайн-алгоритма

Для завершения алгоритма не хватает оценки параметров, которые
можно получить моделированием на синтетических данных. В данном
разделе описывается численное исследование алгоритма и предсказа-
тельных моделей, в том числе позволяющее осуществить эту настрой-
ку. Сначала приводится краткое описание рассматриваемых данных.
Затем описываются результаты, полученные для гауссовской предска-
зательной модели. Анализ мощностей и задержек указывает на необхо-
димость рассмотрения альтернативных моделей. Далее описывается ис-
следование эвристической предсказательной модели, показавшее в боль-
шинстве случаев не худшие результаты. На основе анализа мощностей
и задержек делается вывод о возможности использования эвристики
понижения сложности алгоритма, описанной ранее, на данных без раз-
ладки. Наконец, рассматриваются результаты настроенного алгоритма
на реальных данных, демонстрирующие его применимость.

6.1. Параметры эксперимента и генерация синтети-
ческих данных

Исследование проводилось на синтетических данных размера 500
значений, разладка (в случае наличия) была в точке 250. При генера-
ции данных были выбраны следующие распределения с параметрами
до разладки и после (если она была) соответственно µ0 = 1.0, σ0 = 1.0

и µ1 = 10.0; σ1 = 5.0:

• нормальное распределение N с параметрами;

• равномерное распределение U с параметрами a0 = 0.0, b0 = 1.0 и
a1 = 1.0, b1 = 4.0;

• бета-распределение B с параметрами α0 = 0.5, β0 = 0.5 и α1 = 5.0,
β1 = 5.0;
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• экспоненциальное распределение Exp с параметрами λ0 = 1.0 и
λ1 = 5.0;

• распределение Вейбулла W с параметрами k0 = 1.0, λ0 = 0.5 и
k1 = 1.0, λ1 = 5.0.

Для каждой из конфигураций было сгенерировано по 1000 наборов дан-
ных.

Численное исследование проводилось на устройстве Lenovo
ThinkPad T15 с процессором Intel(R) Core(TM) i5-10310U CPU @
1.70GHz 2.21 GHz (процессор x64), оперативной памятью 32 Гб и
операционной системой Windows 10 Pro версии 22H2 (64-разрядная
операционная система).

6.2. Исследование гауссовской предсказательной
модели

На синтетических данных в прошлых семестрах было проведено ис-
следование гауссовской предсказательной модели [18]. Сначала на до-
полнительно сгенерированных данных с нормальным распределением
были определены пороги ThresholdDetector, соответствующие уров-
ням значимости 10%, 5%, 1% и 0.5%. Затем с этими значениями порогов
проводилось исследование на данных, описанных в подразделе 6.1. Бы-
ли введены понятия штатного (модель совпадает с данными до или по-
сле разладки) и нештатного (остальные случаи) режимов работы. Раз-
мер обучающей выборки был выбран 50.

На этом этапе проводился расчёт распределения длины пробега для
каждого наблюдения из данных с использованием заглушки в качестве
детектора-заглушки, чтобы не происходило распознания разладок. Это
позволило один раз рассчитать распределение длины пробега на каж-
дом шаге и применять разные значения порога, оценивая положения
первой разладки. При таком подходе, однако, нельзя оценивать пове-
дение алгоритма после первой разладки, поэтому ложное и преждевре-
менное определение разладки (т.е. в случае большого уровня значимо-

31



сти) будет уменьшать количество корректно определённых разладок
(т.е. уменьшать мощность).

При исследовании штатного режима был поставлен RQ1: какова
мощность алгоритма при работе в штатном?

αN 0.1 0.05 0.01 0.005
β\Порог 0.27 0.18 0.07 0.04
βN−B 0.794 0.824 0.864 0.878
βN−Exp 0.779 0.805 0.84 0.863
βN−U 0.87 0.893 0.917 0.929
βN−W 0.783 0.811 0.853 0.863
βN−N 0.968 0.975 0.981 0.981
βB−N 0.997 0.998 1.0 1.0
βExp−N 0.512 0.574 0.681 0.724
βU−N 0.998 1.0 1.0 1.0
βW−N 0.47 0.523 0.623 0.665

Таблица 1. Локализация с гауссовской предсказательной моделью в
штатном режиме

При исследовании нештатного режима был поставленRQ2: возмож-
но ли применение алгоритма во внештатном режиме?

β\Порог 0.27 0.18 0.07 0.04
βB−B 0.945 0.96 0.976 0.983
βB−Exp 0.818 0.839 0.869 0.881
βB−U 0.993 0.996 0.998 0.998
βB−W 0.813 0.832 0.862 0.876
βExp−B 0.309 0.353 0.439 0.477
βExp−Exp 0.337 0.393 0.471 0.508
βExp−U 0.406 0.465 0.543 0.594
βExp−W 0.374 0.425 0.518 0.544
βU−B 0.892 0.917 0.946 0.955
βU−Exp 0.829 0.851 0.875 0.888
βU−U 0.987 0.991 0.996 0.997
βU−W 0.851 0.877 0.904 0.914
βW−B 0.324 0.37 0.456 0.498
βW−Exp 0.373 0.421 0.516 0.561
βW−U 0.374 0.423 0.504 0.538
βW−W 0.351 0.416 0.508 0.553

Таблица 2. Локализация с гауссовской предсказательной моделью в
нештатном режиме
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Во-первых, оказалось, что мощность алгоритма при решении зада-
чи определения наличия разладки не менее 0.97, что является очень
хорошим результатом. Во-вторых, оказалось, что мощность алгоритма
при решении задачи корректной локализации существенно зависит от
класса распределений. Алгоритм продемонстрировал хорошие результа-
ты в штатном режиме 1 и при работе с равномерным распределением
и бета-распределением 2, но заметно хуже справился в случае экспо-
ненциального распределения и распределения Вейбулла 2. Это можно
связать с асимметричностью и существенно отличающимся носителем
в сравнении с нормальным распределением, из-за чего многие значения
определялись предсказательной моделью как слишком большие выбро-
сы.

Таким образом, можно констатировать в ответ на RQ1 достаточно
высокий уровень мощности при работе в штатном режиме. Отвечая на
RQ2, стоит отметить, что разница между различными конфигурация-
ми оказалась существеннее. В целом, алгоритм всё ещё может приме-
няться даже во внештатном режиме, но с учётом заметного снижения
качества результатов. Причём, в обоих режимах экспоненциальное рас-
пределение и распределение Вейбулла составляли сложность для алго-
ритма. В связи с этим выводом было решено добавить более подходя-
щую модель и эвристику, позволяющую во время обучения выбирать
одну из реализованных моделей.

6.3. Исследование адаптивной предсказательной мо-
дели

После реализации адаптивной предсказательной модели было про-
ведено её исследование. Стоит отметить важное отличие от исследова-
ния базового алгоритма с гауссовской предсказательной моделью: те-
перь для сохранения инкапсуляции и рассмотрения поведения алгорит-
ма после обнаружения первой разладки (что существенно для онлайн-
алгоритма) исследование проводилось не с детектором-заглушкой, а с
полноценным пороговым детектором. Поэтому было решено зафикси-
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ровать набор порогов, полученных для базового алгоритма в случае
нормального распределения, и оценить качество работы алгоритма с
ними.

Исследование проводилось на тех же самых данных, но с учётом
изменения методологии потребовало другой обработки результатов:

• TP (true positive) — разладка была обнаружена в пределах 25
шагов от размеченной.

• FP (false positive) — была обнаружено более чем одна разладка
в пределах 25 шагов от размеченной или была обнаружена раз-
ладка вне этого отрезка.

• FN (false negative) — не было обнаружено ни одной разладки в
пределах 25 шагов от размеченной.

Аналогично исследованию базового алгоритма, TN (true negative) ре-
зультаты не учитываются, поскольку их определение проблематично, а
информативность этой величины мала. Связано это с тем, что класс TN
оказывается на порядки больше всех остальных и может непропорцио-
нально менять размер в ходе работы в зависимости от размера входных
данных.

При исследовании был сформулирован RQ3: позволяет ли эвристи-
ческая адаптивная предсказательная модель добиться повышения мощ-
ности?

Исследование продемонстрировало наличие у эвристической адап-
тивной модели следующей особенности поведения: при локализации
разладки раньше её настоящего положения возможен неудачный вы-
бор предсказательной модели при обучении, что приведёт к ложному
обнаружению ещё одной разладки, прежде чем будет выбрана коррект-
ная модель. Тем не менее, такое поведение не исключает обнаружение
разладки и не вмешивается в работу алгоритма на данных без разлад-
ки, что также необходимо учитывать. Для устранения этого недостатка
могут быть использованы другие эвристики, например, отбрасывание
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некоторого сегмента в начале обучающей выборки, чтобы убрать оста-
ток данных до разладки с другим распределением (после проведения
предварительного анализа, каким должен быть размер этого сегмента).

Также было замечено, что алгоритм плохо себя показал в конфигу-
рациях распределений бета–бета и Вейбулл–равномерное. Это связано
с тем, что адаптивная предсказательная модель в обоих случаях всегда
выбирала экспоненциальное правдоподобие на этапе обучения, тогда
как для всех распределений, кроме Вейбулла, на прошлом этапе хорошо
справлялось гауссовское правдоподобие. Вероятно, это связано с тем,
что в целом выборка, сосредоточенная на отрезке [0; 1], оказывается бо-
лее правдоподобной с точки зрения экспоненциального распределения,
но изменения плотности внутри этого носителя лучше улавливает гаус-
совское правдоподобие. При этом в целом с экспоненциальным распре-
делением и с распределением Вейбулла адаптивная предсказательная
модель справилась существенно лучше.

Таким образом, в ответ на RQ3 можно констатировать существен-
ное улучшение качества результатов, за исключением 2 частных случа-
ев (бета–бета и Вейбулл–равномерное). Устранение таких недостатков
требует разработки продвинутых способов подбора оптимальной моде-
ли и других улучшений, но может обходиться при наличии априорных
знаний о предметной области использованием более подходящей моде-
ли, например, гауссовской.

6.4. Анализ задержек локализации
Задержки локализации позволяют нам оценивать, через сколько ша-

гов алгоритм с большой вероятностью обнаружит появившуюся раз-
ладку. Во-первых, это может быть ценным само по себе в контексте
предметной области (например, если требуется как можно более быст-
рая реакция на какое-то событие). Во-вторых, при наличии этой оценки
можно делать выводы о возможности использования эвристики пони-
жения сложности алгоритма на данных без разладки.

Сформулируем RQ4: показывает ли эвристическая адаптивная
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предсказательная модель задержки локализации достаточно малые,
чтобы можно было использовать эвристику уменьшения сложности?
Для ответа на него рассмотрим несколько важных частных случаев
(разладки между парами распределений из гауссовского семейства, экс-
поненциального и Вейбулла) с квантилями 0.5, 0.75 и 0.9, и оценим
длину пробега в целом по различным конфигурациям.

Анализ задержек при локализации (количество шагов от локали-
зованной разладки до момента её определения) показал зависимость
от класса распределения. Также работа прошлого семестра показала
ожидаемое смещение в сторону более позднего определения наличия
разладки при уменьшении порога. Тем не менее, во всех случаях на ги-
стограмме задержек наблюдалось смещение пика в сторону нулевой (в
хороших случаях все задержки были в окрестности 0) и последующий
постепенный спад.
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Рис. 7. Задержки локализации для конфигурации нормальное–
нормальное
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Рис. 8. Задержки локализации для конфигурации экспоненциальное–
экспоненциальное

Наконец, анализ задержек показал, что, за вычетом упомяну-
тых выше плохих случаев, максимальная по всем конфигурациям
медиана задержки оказалась равна 100, а максимальное среднее —
117. При этом мощности оказались не менее 0.79. Для задержек
экспоненциальной и эвристической адаптивной моделей при конфи-
гурациях экспоненциальное–экспоненциальное (рис. 8) и Вейбулл–
Вейбулл (рис. 9) уменьшились квантили 0.5, 0.75 и 0.9 по сравнению
с гауссовской (также стоит учитывать, что у гауссовской многие малые
задержки были связаны с ложными срабатываниями на значениях, оце-
ниваемых ей как слишком большие выбросы). В случае конфигурации
нормальное–нормальное (рис. 7) результаты эвристической адаптивной
модели не отличаются от гауссовской. Стоит отметить, что экспоненци-
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Рис. 9. Задержки локализации для конфигурации Вейбулл–Вейбулл

альная модель в последнем случае показывает себя плохо, поскольку
все отрицательные значения она воспринимает как невозможные с точ-
ки зрения моделируемого распределения, из-за чего тут же появляются
ложные разладки.

Всё описанное выше, отвечая на RQ4, указывает на возможность
использования линейной эвристики в большинстве случаев с высокой
мощностью и задержками, не выходящими за пределы охватываемого
отдельным алгоритмом сегмента данных. Для близости к условиям ис-
следования алгоритма стоит выбрать размер рабочего окна, близкий к
500, а размер обучающей выборки — близкий к 250.

Хотя основным приоритетом было исследование поведения алго-
ритма, также была проведена базовая оценка его производительности.
Среднее время работы по всем экспериментам всех конфигураций на
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выборке из 500 наблюдений оказалось 0.12 секунды при стандартном
отклонении 0.04 секунды.

6.5. Результаты на реальных данных
Для оценки качества работы алгоритма на реальных данных бы-

ло решено использовать данные из работы [1], доступные для загруз-
ки по ссылке22. Алгоритм был сконфигурирован постоянной функцией
выживаемости и адаптивной предсказательной моделью. Частота для
функции выживаемости бралась обратная размеру данных, размер обу-
чающей выборки был 20.

Рис. 10. Результат работы алгоритма на данных WELL-LOG

Данные WELL-LOG — это наблюдаемый ядерно-магнитный отклик
во время бурения скважины. В статье они моделировались гауссовской
функцией правдоподобия с изменяющимся матожиданием. С зафикси-
рованным значением порога 0.04 на рассматриваемом промежутке 1600–
2700 были получены (рис. 10) следующие разладки: 1685, 1866, 2045,
2408, 2468, 2531, 2591. К сожалению, для этих данных не приводится
разметка, однако количество и примерное местоположение разладок со-
ответствуют отмеченным в статье на графике.

Данные 1972–1975 DOW JONES RETURNS — это дневная доходность
промышленного индекса Доу Джонса. В статье они моделировались

22http://oa.ee.tsinghua.edu.cn/~ouzhijian/software/DppCode.rar — дата обращения 09.05.2025
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Рис. 11. Результат работы алгоритма на данных 1972–1975 DOW JONES
RETURNS

гауссовской функцией правдоподобия с нулевым матожиданием. Из
рассматриваемых трёх примеров в них оказалось сложнее всего полу-
чить точные результаты. Возможно, это связано с тем, что рыночные
данные зачастую имеют сложную структуру и не всегда независимы
и одинаково распределены.В статье отмечены даты событий, которые
могли оказать существенное влияние на индекс Доу Джонс: 30.01.1973,
19.10.1973 и 09.08.1974. При значении порога 0.04 были найдены разлад-
ки, соответствующие 01.11.1973 и 29.10.1973. Первый результат может
быть объяснён тем, что и в статье вероятная длина пробега указыва-
ет на более раннюю разладку. Второй результат отклоняется лишь на
6 наблюдений от указанного события, что является хорошим резуль-
татом. А вот третья разладка не была обнаружена. Порог 0.07 выда-
ёт первую разладку ближе к искомой дате, но всё ещё не фиксирует
третью: 11.01.1973 и 29.10.1973. Порог 0.18 уже фиксирует разладку в
окрестности третьей, но также приводит к обнаружению ещё одной,
не отмеченной в исходных данных: 11.01.1973, 29.10.1973, 20.08.1974
и 19.11.1974. Наконец, порог 0.27 (рис. 11) приводит к обнаружению
третьей разладки ближе к искомому событию, но всё ещё приводит
к обнаружению четвёртой разладки: 11.01.1973, 29.10.1973, 06.08.1974 и
19.11.1974. На возможное обнаружение четвёртой разладки алгоритмом
также указывает размывание вероятностной массы для длины пробега
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ближе к концу графика в статье.

Рис. 12. Результат работы алгоритма на данных COAL MiNE DiSASTER

Данные COAL MiNE DiSASTER — это количество катастроф на уголь-
ных шахтах (в статье указано еженедельное, однако удалось найти
лишь разбивку по годам), в которых погибло десять и более человек
в период с 1851 по 1962 год. В отличие от прошлых примеров, в этом
случае в статье моделировался пуассоновский процесс, который не вхо-
дит в рассматриваемую здесь эвристическую адаптивную модель. Тем
не менее, при пороге 0.04 была точно локализована разладка в 1887
году (рис. 12), что соответствует отмеченному событию, повлиявшему
на частоту катастроф. Важно заметить, что на вход алгоритму пода-
валось количество катастроф за год, а не их суммарное накопленное
количество за предшествующее время.
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Заключение
Была проведена адаптация байесовского алгоритма под онлайн-

задачу: выделены детектор и локализатор, реализована очистка данных
до последней разладки, предложена эвристика для борьбы с линейным
ростом затрачиваемых времени и памяти каждым шагом алгоритма.

Был реализован и интегрирован в PYSATL-CPD байесовский
онлайн-алгоритм. Для этого были выделены в качестве интерфейсов
отдельные компоненты алгоритма и создана функциональность для
использования онлайн-алгоритмов (аналогичная существовавшей для
остальных алгоритмов).

Помимо реализованной ранее гауссовской предсказательной моде-
ли были добавлены экспоненциальная и эвристическая адаптивная эв-
ристическая. Последняя, в свою очередь, потребовала добавления воз-
можности сравнения гауссовской и экспоненциальной моделей на обу-
чающей выборке для последующего выбора более подходящей.

Была проведена настройка параметров алгоритма для различных
моделей. При исследовании на синтетических данных были вычислены
пороги и размеры обучающих выборок, а также были оценены мощ-
ность и задержки, на основе чего было принято решение о допустимо-
сти использования эвристики снижения сложности алгоритма на боль-
ших входных данных ценой потери информации о старых наблюдениях.
Также были воспроизведены результаты из исходной работы [1].

Исходный код доступен в репозитории (nick: alexdtat):
https://github.com/PySATL/pysatl-cpd

Результаты данной работы также были ранее представлены23 на кон-
ференции «МАТ-МЕХ. НАУКА 2025» на секции «Вычислительная сто-
хастика и статистические модели». Также они подаются на конферен-
цию “DAMDID 2025” 24.

23https://se.math.spbu.ru/math-sci/2025/sessions/ — дата обращения 23.05.2025
24https://damdid2025.frccsc.ru/ — дата обращения 24.05.2025
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