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Введение
Написание выпускной квалификационной работы для студентов уни-

верситетов имеет исключительное значение в их учебном процессе. Этот
процесс предоставляет студентам возможность продемонстрировать ус-
военные знания и умения, глубже погрузиться в конкретную область
исследования, сформулировать новые идеи в предметной области, а
также развить навыки самостоятельной работы и аналитического мыш-
ления. Кроме того, умение довести исследование до завершения в ви-
де выпускной работы является важным опытом, который способствует
развитию студентов как будущих специалистов в своей области.
Корректно выполненная академическая работа требует тщательной

проверки на отсутствие грамматических и пунктуационных ошибок, а
также соблюдение установленных стандартов оформления. Однако до-
стижение такого результата требует значительных ресурсов и предпо-
лагает выполнение проверки текста в несколько этапов как студентом,
так и его научным руководителем. Это требует затрат времени и уси-
лий, которые могли бы быть направлены на улучшение содержания
работы.
Приложение Mundane Assignment Police (MAP) [8], реализованное

на языке программирования Kotlin [6], применяется для автоматизиро-
ванной проверки курсовых и дипломных работ, и на данный момент
MAP уже способен выявлять различные нарушения правил в тексте
PDF-документов. Однако в настоящий момент работа приложения со-
провождается большим количеством ложных срабатываний по причине
неспособности обнаружить такие сущности в документах курсовых ра-
бот и ВКР, как листинги (изображения, таблицы, примеры кода, графи-
ки), и исключить их из зоны применения правил валидации текста. В
ходе данной работы предлагается исследовать и разработать альтерна-
тивный способ обнаружения и классификации сущностей в структуре
документов при помощи моделей машинного обучения.
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1 Постановка задачи
Целью работы является разработка модели машинного обучения

для выделения в структуре документов зон интереса, а также их клас-
сификации. Для достижения данной цели были поставлены следующие
задачи:

1. Исследовать существующие подходы разработки моделей для ана-
лиза документов.

2. Провести обзор готовых наборов данных, подходящих для разра-
ботки моделей машинного обучения с использованием выбранных
подходов.

3. Разработать модели машинного обучения с использованием вы-
бранных наборов данных.

4. Сравнить результаты работы полученных моделей.
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2 Обзор
В предыдущей [10] курсовой работе автором была предпринята по-

пытка реализовать систему сегментирования листингов, содержащих
строки кода, при помощи простых эвристик, однако такой метод не
показал достаточного уровня эффективности в силу невозможности
задания гибких правил обнаружения строк кода. На данный момент
наиболее эффективным способом для сегментации докуметов на зоны
интереса и последующей их классификации является разработка специ-
ализированных моделей машинного обучения.
Существует два основных подхода: с использованием моделей на

базе LayoutLMv3 или с использованием моделей, натренированных с
помощью библиотеки Detectron2.

2.1 LayoutLMv3
Компанией Microsoft было разработано три поколения моделей La-

youtLM, из которых наиболее продвинутая — LayoutLMv3 [7]. Эта мо-
дель является одним из наиболее распространенных подходов в обла-
сти Document AI/Document Understanding. Однако модели LayoutLM
известны своей значительной вычислительной сложностью и ресурсо-
затратностью. Это связано с особенностями работы LayoutLMv3: сна-
чала весь документ разбивается на сущности (токены), затем проходит
через OCR-движок1 для распознавания текста, после чего все токены
классифицируются с использованием алгоритмов машинного обучения.
LayoutLMv3 использует архитектуру трансформер, что позволяет

эффективно обрабатывать пространственные и текстовые данные одно-
временно. Это особенно важно для задач, связанных с анализом доку-
ментов, таких как извлечение информации, классификация документов
и распознавание форм. Модель также поддерживает мультимодальные
входные данные, что позволяет ей учитывать как визуальные, так и
текстовые признаки документа.

1Optical Character Recognition
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Несмотря на высокую точность и производительность, модели
LayoutLM требуют значительных вычислительных ресурсов для обуче-
ния и запуска на наборе тестовых данных. Это делает их применение
более подходящим для крупных организаций с доступом к мощным
вычислительным кластерам. Однако для проектов с ограниченным вы-
числительными ресурсами данный подход может быть не подходящим.

2.2 Detectron2
Библиотека Detectron2 [1] представляет собой удобную и качествен-

ную альтернативу моделям на базе LayoutLMv3. Процесс работы моде-
лей, созданных с помощью Detectron2, сводится к обнаружению и клас-
сификации сущностей, найденных на изображении документа, без необ-
ходимости токенизации каждого слова и использования OCR-движка.
Благодаря этому модели Detectron2 являются более легковесными и
эффективными в использовании вычислительных ресурсов.
Detectron2 применяет передовые методы компьютерного зрения и

глубокого обучения для выполнения задач, таких как детекция объек-
тов, сегментация изображений и распознавание ключевых точек. Это
делает библиотеку особенно полезной для анализа визуальных данных,
где требуется высокая точность и производительность.
В отличие от LayoutLMv3, который использует токенизацию и OCR

для обработки текстовых данных, Detectron2 фокусируется на анали-
зе визуальных данных и применяет методы компьютерного зрения для
обнаружения и классификации объектов. LayoutLMv3 использует архи-
тектуру трансформеров для обработки пространственных и текстовых
данных одновременно, что позволяет ей эффективно решать задачи,
связанные с анализом документов, такие как извлечение информации
и распознавание форм. Detectron2, в свою очередь, более подходит для
задач, где требуется быстрая и эффективная обработка изображений.
Библиотека предоставляет свои реализации моделей Faster R-CNN

и Mask R-CNN, являющихся основными инструментами для анализа
структуры документов с выделением и классификацией зон интереса и
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объектов, находящихся в них.
Для Faster/Mask R-CNN предоставлены базовые модели, основан-

ные на трех различных комбинациях нейронных сетей:

• FPN (Feature Pyramid Network): Используется основа ResNet+FPN
со стандартными сверточными2 и полносвязными3 слоями для
предсказания масок и областей соответственно. Эта комбинация
обеспечивает наилучшее соотношение скорости и точности.

• C4: Используется основа ResNet conv4 с внешним слоем (head)
conv54. Это оригинальная базовая модель, представленная в ста-
тье о Faster R-CNN.

• DC5 (Dilated-C5): Используется основа ResNet conv5 с дилатаци-
ей (расширением) в conv55 и стандартными сверточными и пол-
носвязными слоями для предсказания масок и областей соответ-
ственно.

В дальшей работе будут использоваться реализации, основанные на
FPN.

2Слои Convolutional Neural Netwrok. Эти слои применяют фильтры (или ядра) к входному изобра-
жению, чтобы извлечь различные признаки, такие как края, текстуры и другие детали.

3В таких слоях каждый нейрон связан со всеми нейронами предыдущего слоя.
4Это архитектура, где используется четвертый блок сверточных слоев ResNet (conv4) для извлече-

ния признаков, а пятый блок (conv5) для окончательной обработки.
5Здесь используется пятый блок сверточных слоев ResNet (conv5) с дилатацией, что позволяет

увеличить область восприятия без увеличения количества параметров.
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3 Набор данных
Для тренировки моделей, предназначенных для классификации со-

держимого документов, существуют готовые наборы данных. В этой
главе будут представлены наиболее значимые из них.

3.1 FUNSD
FUNSD [5] (Form Understanding in Noisy Scanned Documents) — это

небольшой набор данных (199 изображений), содержащий множество
классифицируемых сущностей структуры документа. Однако его раз-
мер слишком мал для того, чтобы модели машинного обучения могли
быть эффективными на новых данных. Этот набор данных часто ис-
пользуется для задач, связанных с распознаванием форм и структури-
рованных данных в отсканированных документах. Он включает в себя
аннотации для текстовых блоков, заголовков, списков и других элемен-
тов, что делает его полезным для начального обучения моделей.

3.2 DocBank
DocBank [2] — это один из крупнейших наборов данных (500000 изоб-

ражений) в области Document AI и Document Understanding, содержа-
щий множество распознаваемых сущностей. Он включает в себя боль-
шое количество аннотированных документов, что делает его ценным
ресурсом для обучения моделей. DocBank охватывает широкий спектр
типов документов, включая научные статьи, отчеты и другие текстовые
материалы, что способствует созданию универсальных моделей. Одна-
ко стоит отметить, что на данный момент указанный набор данных
предоставлен авторами в непригодном для использования состоянии:
нет значительной части тренировочных изображений, а также аннота-
ций.
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3.3 DocLayNet
DocLayNet [3] — это набор данных среднего размера (80863 изобра-

жений), содержащий множество распознаваемых сущностей. Этот на-
бор данных является хорошим компромиссом между размером, количе-
ством распознаваемых сущностей и качеством аннотаций.

3.4 PubLayNet
PubLayNet [11] — это очень большой набор данных (360000 изоб-

ражений, использовано более миллиона PDF-документов статей, нахо-
дящихся в открытом доступе), содержащий все необходимые для рас-
познавания сущности. Благодаря своему размеру, позволяет создавать
более сложные и точные модели для автоматического анализа докумен-
тов.

3.5 Вывод
В дальнейшей работе будут использованы наборы данных FUNSD,

DocLayNet и PubLayNet. Модели, натренированные на вышеуказанных
наборах данных, будут оценены и будет выбрана комбинация наиболее
подходящего подхода тренировки и наиболее репрезентативного набора
данных.
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4 Метод
В данной части работы представлен обзор и описание разработан-

ных моделей машинного обучения. Для всех перечисленных в данном
разделе моделей были написаны коды для тренировки и тестирования.

4.1 LayoutLMv3
Для тонкой настройки (fine-tuning) модели LayoutLMv3 был исполь-

зован набор данных FUNSD. Комбинация LayoutLMv3 и FUNSD не
является случайной. FUNSD является набором данных наименьшего
размера среди перечисленных в разделе 3 — “Набор данных”, а модель
LayoutLMv3, которая сочетает в себе возможности обработки естествен-
ного языка и компьютерного зрения, является более ресурсозатратной
по сравнению с моделями на базе Detectron2. LayoutLMv3 использует
трансформеры для анализа текстовых и визуальных данных, что позво-
ляет модели эффективно распознавать и классифицировать сложные
документы, однако это также сильно повышает количество необходи-
мых вычислительных мощностей. Такая комбинация позволит прибли-
зительно оценить потенциальные затраты ресурсов при масштабирова-
нии используемого набора данных.

4.2 Detectron2
Наборы данных DocLayNet и PubLayNet были использованы для на-

стройки моделей предоставляемых библиотекой Detectron2. Изначаль-
но существовала и существует модель Fast R-CNN, выполняющая рас-
познавание объектов и выделяющая границы зоны интереса (bounding
boxes). Однако на данный момент эта архитектура является устаревшей.
Есть два варианта усовершенствованной архитектуры данной модели:

• Faster R-CNN [4]

• Mask R-CNN [9]
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4.2.1 Faster R-CNN

Усовершенствованная версия Fast R-CNN. При работе использует
два больших модуля: Fast R-CNN и RPN6. Сильно ускоряет работу,
благодаря замене модуля Selective Search в Fast R-CNN7. В Faster R-
CNN его роль выполняет как раз модуль RPN, позволяющий избежать
множественных запусков CNN на одном изображении.

4.2.2 Mask R-CNN

Расширение Faster R-CNN — предсказывает положения маски, по-
крывающей найденный объект внутри регионов интереса. Может быть
полезно для дальнейшего более точного определения положения ли-
стингов в документах курсовых работ и ВКР, чтобы исключить их из
зоны действия правил валидации текста.

6Region Proposal Network
7Selective Search в Fast R-CNN отвечает за наложение границ зон интереса на изображение, пу-

тем итерационного запуска CNN и масштабирования размеров границ зон интереса в соответствии с
размером обработанных изображений
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5 Эксперимент
Были проведены замеры результатов работы всех натренированных

моделей. Для оценки качества готовых моделей были использованы
метрики Accuracy, Precision и Recall:

Accuracy =
TP + TN

TP + TN + FP + FN

Precision =
TP

TP + FP

Recall =
TP

TP + FN

• TP (TruePositive) — количество верно классифицированных по-
ложительных примеров

• TN (TrueNegative) — количество верно классифицированных от-
рицательных примеров

• FP (FalsePositive) — количество ложно классифицированных по-
ложительных примеров

• FN (FalseNegative)— количество ложно классифицированных от-
рицательных примеров.

Для поставленной задачи наиболее важной метрикой в данном набо-
ре является метрика Recall. Высокий показатель данной метрики озна-
чает, что модель способна обнаружить большое количество необходи-
мых для обнаружения сущностей классов. Результаты измерения мет-
рик моделей будут приведены в конце раздела.
Для тренировки и тестирования моделей был использован ноутбук

со следующими параметрами:

• Процессор AMD Ryzen 7 5800H

• Видеокарта NVIDIA GeForce RTX 3070 Laptop GPU

• Windows Subsystem for Linux — Ubuntu jammy 22.04 x86_64
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5.1 LayoutLMv3 + FUNSD
Соотношение тестового набора данных к тренировочному составля-

ет 50:149, то есть примерно 25% и 75% соответственно. Несмотря на
небольшой размер набора данных, модель продемонстрировала высо-
кие показатели метрик благодаря принципу работы модели LayoutLMv3.
Однако, из-за этого модель получилась большого размера (500 МБ при
размере набора данных в 18 МБ) и очень ресурсозатратной, чего проект
не может себе позволить. Поэтому было принято решение отказаться
от тренировки основной модели на более подходящем наборе данных с
использованием LayoutLMv3. Найти готовую модель можно по ссылке8
на репозиторий в Hugging Face.

5.2 Detectron2/Faster R-CNN + DocLayNet
Соотношение тестового набора данных к тренировочному составля-

ет 11488:69375, то есть примерно 14% и 86% соответственно. Для тре-
нировки модели потребовалось 4 часа. Модель, натренированная с ис-
пользованием Detectron2 и набора данных DocLayNet, показала доволь-
но хорошие результаты. Однако, несмотря на эти результаты, модель
значительно уступает по эффективности и качеству работы на новых
данных моделям, натренированным с использованием Detectron2 и да-
тасета PubLayNet. Это связано с тем, что PubLayNet является более
крупным и разнообразным датасетом с меньшим количеством распо-
знаваемых классов объектов. По этой причине модель с использованием
данного датасета также не будет использоваться в дальнейшей работе.
Готовая модель доступна по ссылке9 на репозиторий в Hugging Face.

5.3 Detectron2/Faster R-CNN + PubLayNet
Соотношение тестового набора данных к тренировочному составля-

ет 11488:69375, то есть примерно 14% и 86% соответственно. Для тре-
8https://huggingface.co/AlexShmak/LayoutLMv3_FUNSD
9https://huggingface.co/AlexShmak/Detectron2_DocLayNet
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нировки модели потребовалось 3,45 часа. Данная модель превзошла
результаты работы на новых данных модели, основанной комбинации
Detectron2/Faster R-CNN и DocLayNet, при одинаковых тренировочных
конфигурациях.

5.4 Detectron2/Mask R-CNN + PubLayNet
Использованы те же разделы тренировочного и тестового наборов

данных. Для тренировки модели потребовалось 6 часов. Показала ре-
зультаты сравнимые с моделью “Detectron2/Faster R-CNN+ PubLayNet”.
Однако потребовала больше времени для тренировки и тестирования
из-за дополнительного обнаружения масок зон интереса.

5.5 Результаты измерения метрик моделей
Model Dataset Average

Accuracy
Average
Precision

Average
Recall

LayoutLMv3 FUNSD 0.91 0.87 0.89
Faster
R-CNN

DocLayNet 0.86 0.82 0.79

Faster
R-CNN

PubLayNet 0.93 0.91 0.88

Mask
R-CNN

PubLayNet 0.92 0.9 0.86

По итогам эксперимента модели, натренированные с использовани-
ем набора данных PubLayNet, являются наиболее продвинутыми мо-
делями, основанными на моделях из библиотеки Detectron2. Модели,
основанные на датасете PubLayNet, а также моделях Faster R-CNN и
Mask R-CNN показали сопоставимое друг другу качество работы по
результатам вычисления метрик. С данными моделями будет прово-
диться вся дальнейшая работа.
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Заключение
В рамках работы были достигнуты следующие результаты:

• Проведен обзор существующих подходов для решения проблемы
сегментации документов

• Выделены наиболее подходящие наборы данных, предоставляю-
щие данные для тренировки эффективной модели

• Разработано несколько моделей машинного обучения с использо-
ванием разных комбинаций походов и наборов данных, а также
выделены модели наиболее подходящие для выполнения постав-
ленной задачи

• Произведено сравнение результатов полученных моделей

В дальнейшем планируется произвести повторную тренировку наи-
более эффективной модели на наборе данных, собранном из курсовых
работ и выпускных квалификационных работ, доступных на сайте ка-
федры Системного Программирования. Код для тренировки основных
моделей, а также сами модели доступны по ссылке10 на репозиторий в
Hugging Face.

10https://huggingface.co/AlexShmak/document_understanding
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